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XVI. Robustní statistické metody

Při zpracování dat klasickými postupy obvykle vycházíme z nějakých (někdy neověřených) předpokladů. Většinou se např. předpokládá, že data pocházejí z Normálního rozdělení. Některé metody jsou ovšem na porušení předpokladů citlivé (nerobustní), při nesplnění předpokladů dávají zkreslené výsledky. Některé metody jsou na porušení předpokladů méně citlivé (robustní), i při nesplnění předpokladů dávají celkem dobré výsledky.
Máme základní pravděpodobnostní rozdělení 
[image: image1.wmf]0
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, zajímá nás, jaká je stabilita klasických metod (jak se odchýlí výsledky) při malé změně pravděpodobnostní míry, tj. při míře 
[image: image2.wmf]P

. Pokud se při „malé změně“ rozdělení pravděpodobnosti výsledky odchýlí „málo“, je metoda robustní. Pokud se při „malé změně“ rozdělení pravděpodobnosti výsledky odchýlí „více“, je metoda nerobustní.
Připomeneme si některé pojmy.

Buďte dány pravděpodobnostní míry 
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 se nazývá kontaminace rozdělení pravděpodobnosti 
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Speciálně 
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Speciálně 
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Uvažujme systém pravděpodobnostních měr 
[image: image11.wmf]P

, nechť je na něm definován statistický funkcionál 
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. Funkcionál přiřadí pravděpodobnostní míře nějaké reálné číslo. Zvolme 
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(zřejmě: 
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Definice:
Nechť za dané situace existuje derivace 
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se nazývá Gateauxova derivace funkcionálu 
[image: image19.wmf]T

 v 
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 ve směru 
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, značíme: 
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 (viz též MA, kap. 25)
Již víme, že náhodná veličina indukuje pravděpodobnostní míru na reálné ose 
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 pravděpodobnostní prostor se systémem měr 
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. Na systému pravděpodobnostních měr můžeme definovat vzdálenost (metriku) (viz MA). Je několik způsobů, jak metriku zavést, ukážeme se některé způsoby.

Definice:

Buď dán systém pravděpodobnostních měr na prostoru 
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Pro pravděpodobnostní míry platí: 
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Ukážeme si ještě jinou definici vzdálenosti měr.
Definice:

Buď dán systém pravděpodobnostních měr na prostoru 
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kde 
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 jsou distribuční funkce měr 
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Pro pravděpodobnostní míry platí: 
[image: image36.wmf];
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(viz též MA, kap. XIV)
Buď 
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 náhodná veličina.
Uvažujme speciálně Diracovu míru 
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 náhodná veličina 
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Zřejmě platí: 
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Příklad:
Uvažujme funkcionál: 
[image: image47.wmf];
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což je střední hodnota náhodné veličiny při pravděpodobnostní míře 
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Je-li speciálně 
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Příklad:

Uvažujme funkcionál: 
[image: image54.wmf];
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což je rozptyl náhodné veličiny při pravděpodobnostní míře 
[image: image55.wmf]P
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[image: image57.wmf];
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[image: image58.wmf];
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[image: image59.wmf]=
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[image: image60.wmf];

)

(

var

var

2

X

E

X

E

X

X

P

Q

P

Q

-

+

-

=


Je-li speciálně 
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Uvažujme náhodný výběr 
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 z rozdělení, které závisí na neznámém parametru. Pak máme pravděpodobnostní prostor 
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 s třídou rozdělení. Pak lze ve většině případů parametr chápat jako statistický funkcionál pravděpodobnostní míry na systému 
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Každému náhodnému výběru můžeme přiřadit diskrétní pravděpodobnostní míru na 
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Výraz 
[image: image72.wmf])
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 je poměrná četnost počtu pozorování, která se nacházejí v množině 
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, ku počtu všech pozorování. Míru 
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 můžeme vyjádřit takto:
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Jsou-li všechna pozorování 
[image: image76.wmf]n

X

X

,

,

1

K

 navzájem různá, platí: 
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 Pokud nejsou všechna pozorování navzájem různá, je: 
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 je počet pozorování, která se rovnají 
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. Každému náhodnému výběru můžeme přiřadit výběrovou distribuční funkci, která je diskrétní.
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Hodnota výběrové distribuční funkce je poměrná četnost počtu pozorování, která jsou menší nebo rovna danému číslu 
[image: image82.wmf]x

, ku počtu všech pozorování. Distribuční funkce má tolik skoků, kolik je navzájem různých pozorování. Jsou-li všechna pozorování 
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Skutečná (neznámá) hodnota parametru je 
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 je výběrová (empirická) pravděpodobnostní míra (rozdělení pravděpodobnosti).
Příklad:

Uvažujme funkcionál střední hodnota.
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 (odhad střední hodnoty)
Příklad:

Uvažujme funkcionál rozptyl.
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Je žádoucí, aby pro 
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Také je žádoucí, aby pro výběrové rozdělení platilo: 
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Věta:

Předpokládejme, že statistický funkcionál 
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 je (Fréchetovsky) diferencovatelný, nechť výběrové rozdělení splňuje předchozí podmínku. Nechť Gateauxova derivace 
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Důkaz:
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Z centrální limitní věty pak plyne, že 
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 na tuto chybu. To nás vede k zavedení pojmu influenční funkce funkcionálu.
Definice:

Influenční funkce funkcionálu 
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 na systému pravd. měr v rozdělení 
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Influenční funkce je jedna z nejdůležitějších charakteristik statistického funkcionálu. Měří vliv kontaminace hodnotou 
[image: image119.wmf]x

. Je-li omezená, je funkcionál robustní. Není-li omezená, není funkcionál robustní.
Platí: 
[image: image120.wmf];
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Dále platí (za jistých předpokladů):
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Poznámka:
Pojem „influenční funkce“ je přejat z angličtiny. Slovo „influence“ znamená: vliv, účinek, ovlivnit.

Příklad:

Uvažujme funkcionál střední hodnota.
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 (viz dřívější příklad)
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Příklad:

Uvažujme funkcionál rozptyl.
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 (viz dřívější příklad)


[image: image130.wmf](

)

;

0

)

(

)

(

)))

(

;

(

(

2

2

2

2

=

-

=

-

-

=

ò

P

P

P

P

P

x

P

d

m

x

P

T

x

IF

E

s

s

s

R

)

)

)



[image: image131.wmf](

)

;

2

)

(

)

(

)))

(

;

(

(

var

4

)

(

4

4

4

)

(

4

2

2

2

P

P

P

P

P

P

P

P

x

P

d

m

x

P

T

x

IF

s

m

s

s

m

s

-

=

+

-

=

-

-

=

ò

R

)

)

)



[image: image132.wmf](

)

;

)

(

)

(

)

(

)

(

)))

(

;

(

(

2

2

2

2

2

P

Q

P

Q

P

P

Q

m

m

x

Q

d

m

x

P

T

x

IF

E

-

+

-

=

-

-

=

ò

s

s

s

R

)

)

)


Buď 
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 empirický funkcionál odpovídající náhodnému výběru 
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Přidejme nyní další pozorování 
[image: image135.wmf]Y

. Vliv nového pozorování na hodnotu funkcionálu charakterizujeme rozdílem: 
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Rozdělení 
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Nadále zavedeme pojem citlivosti funkcionálu k přidání dalšího pozorování.

Definice
Citlivostí funkcionálu 
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 k přidání dalšího pozorování rozumíme číslo:


[image: image144.wmf])

);

,

,

(

(

sup

)

(

1

Y

X

X

T

I

T

S

n

n

Y

n

K

=


Příklad:
Určíme citlivost průměru.
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 přidáme další pozorování 
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Výběrový průměr má nekonečně velkou citlivost k přidání dalšího pozorování.
Příklad:

Určíme citlivost mediánu.
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Medián má jen konečně velkou citlivost k přidání dalšího pozorování.
Z předchozích 2 příkladů vyplývá, že medián je robustnější než průměr.
Definice

Globální citlivost funkcionálu definujeme takto: 
[image: image155.wmf];
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(citlivost na přidání dalšího pozorování)
Lokální citlivost funkcionálu definujeme takto: 
[image: image156.wmf];
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(citlivost na nahrazení jednoho pozorování jiným)
Příklad:

průměr, tj. 
[image: image157.wmf];
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Průměr není robustní, ale není citlivý k lokálnímu nahrazení hodnot.
Příklad:

rozptyl, tj. 
[image: image160.wmf];
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Rozptyl není robustní a také je citlivý k lokálnímu nahrazení hodnot.
Charakteristikou robustnosti odhadu je také tzv. bod selhání (navrhl Huber, anglicky: breakdown point). Uvažujme náhodný výběr: 
[image: image163.wmf](
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 složek (
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) jinými hodnotami (představme si nejméně příznivé nahrazení). Buď 
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 nový výběr vzniklý nahrazením některých hodnot, 
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 jemu příslušná hodnota funkcionálu. Definujeme následující:
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tj. nejmenší počet pozorování, který po nahrazení libovolnými jinými hodnotami může „přivést“ hodnotu funkcionálu k „nekonečnu“.
Definice:
Za dané situace nazýváme podíl: 
[image: image170.wmf]n
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 bod selhání statistického odhadu 
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 ve výběru 
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Někdy je bod selhání univerzální v tom, že nezávisí na počátečním výběru 
[image: image173.wmf])
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Také nás někdy zajímá limitní bod selhání: 
[image: image174.wmf];
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Čím nižší je bod selhání odhadu, tím je odhad méně robustní.
Pro reálná čísla definujeme toto: 
[image: image175.wmf]);
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platí: 
[image: image176.wmf];
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Také nás zajímá, jaký nejmenší počet pozorování, který po nahrazení libovolnými jinými hodnotami může „přivést“ hodnotu funkcionálu k „plus nekonečnu“.
Definujeme následující:
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Za dané situace nazýváme podíl: 
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 horní bod selhání statistického odhadu 
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Také nás zajímá, jaký nejmenší počet pozorování, který po nahrazení libovolnými jinými hodnotami může „přivést“ hodnotu funkcionálu k „minus nekonečnu“.
Definujeme následující:
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Za dané situace nazýváme podíl: 
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 dolní bod selhání statistického odhadu 
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T

 ve výběru 
[image: image186.wmf])

0

(

X

.
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Pro bod selhání (breakdown point) platí: 
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 Bod selhání je menší z hodnot: dolní bod selhání, horní bod selhání.
Důkaz:
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Protože stačí jeden člen „přivést k nekonečnu“, platí: 
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Příklad:

Uvažujme výběrový průměr: 
[image: image191.wmf];
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 (výběrový průměr má nízký bod selhání)

Výběrový průměr je málo robustní.

Uvažujme výběrový medián 
[image: image194.wmf](
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 (výběrový medián má vysoký bod selhání)
Výběrový medián je více robustní.
Uvažujme výběrový 
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Je-li speciálně 
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, jde o výběrový medián. Výběrový medián má ze všech výběrových 
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kvantilů nejvyšší bod selhání, je nejvíce robustní.
Uvažujme náhodný výběr 
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X

X

,

,

1

K
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Takovým odhadem je např. výběrový průměr 
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Odhad 
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 parametru 
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 můžeme charakterizovat pomocí průběhu pravděpodobnosti: 
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Značíme: 
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 (pravděpodobnost při daném parametru)

Je-li odhad konzistentní, platí 
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 U „dobrého“ odhadu také očekáváme, že bude platit: 
[image: image220.wmf][

]

;

0

lim

N

Î

"

=

>

-

¥

®

n

a

T

P

n

a

q

q


Pravděpodobnosti: 
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 jsou chvosty rozdělení, platí: 
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Zajímá nás, jak „rychle jdou chvosty k nule“.

V případě symetrického rozdělení jsou chvosty stejné.
Omezme se na symetrickou distribuční funkci, tj. na funkci pro kterou platí: 
[image: image223.wmf];
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 Chvosty lze charakterizovat následovně:
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Hodnota 
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 udává, kolikrát rychleji konverguje pravděpodobnost 
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Věta:
Buď dán náhodný výběr 
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 je neznámý parametr. Předpokládejme, že distribuční funkce je symetrická, tj. 
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Pak pro libovolné pevné 
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Důkaz:

(viz Jurečková)
Chvosty rozdělení lze také charakterizovat takto:
· lehké (exponenciální) chvosty:


[image: image241.wmf];
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· těžké chvosty:
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Lehké chvosty lze zhruba charakterizovat takto: 
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Těžké chvosty lze zhruba charakterizovat takto: 
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tj. 
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Věta:

Předpokládáme symetrickou distribuční funkci 
[image: image247.wmf];
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 distribuční funkce má tvar: 
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 výběrový průměr, 
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 výběrový medián. Za dané situace platí toto:
· Pro distribuční funkci s lehkými chvosty platí toto: 
[image: image251.wmf];
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· Pro distribuční funkci s těžkými chvosty platí toto: 
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· Jak pro lehké tak pro těžké chvosty platí toto: 
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Důkaz:

(viz Jurečková)

Rozdělení s lehkými chvosty jsou například Normální, Laplaceovo, Logistické.
Rozdělení s těžkými chvosty jsou například Cauchyovo, Studentovo.

Chování chvostů souvisí s bodem selhání odhadu.
Nejrozšířenější třídy robustních odhadů jsou: M-odhady, L-odhady, R-odhady.
Třídu M-odhadů zavedl P. J. Huber. M-odhad 
[image: image255.wmf]n
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 je definován jako řešení úlohy:
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což lze ekvivalentně vyjádřit takto:

[image: image257.wmf]min

)

;

(

1

)

;

(

1

®

=

å

=

n

j

j

P

X

n

X

E

n

q

r

q

r


kde 
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 je vhodně zvolená funkce.
Maximálně věrohodný odhad (viz kap. IX) je speciální případ M-odhadu, v tom případě je: 
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což je ekvivalentní s úlohou: 
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Předpokládejme, že existuje parciální derivace 
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 je pak řešením rovnice: 
[image: image267.wmf]0

)

;

(

1

=

å

=

n

j

j

X

q

y

, tj. 
[image: image268.wmf];

0

)

;

(

1

)

;

(

1

=

=

å

=

n

j

n

j

n

P

T

X

n

T

X

E

n

y

y


tj. 
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Nechť 
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Rovnici upravíme na tvar: 
[image: image273.wmf];
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Nyní rovnici derivujme podle proměnné 
[image: image274.wmf]t

, předpokládejme, že můžeme derivovat za znamením integrálu.
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Položíme-li 
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, dostaneme:
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(první integrál je roven nule, viz dříve)
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Platí: 
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[image: image281.wmf];

)

(

))

(

;

(

))

(

;

(

))

(

;

(

ò

¶

¶

-

=

R

y

P

d

P

T

y

P

T

x

P

T

x

IF

)

)

)

)

q

y

y


Dostali jsme vyjádření influenční funkce M-odhadu.
Speciální je případ model s parametrem posunutí (viz dříve). M-odhad 
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 je definován jako řešení úlohy:
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což lze ekvivalentně vyjádřit takto:
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kde 
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Odhad 
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Influenční funkce je pak: 
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V tomto případě je M-odhad 
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 ekvivariantní vzhledem k posunutí.
Příklad:
Střední hodnota 
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Odtud dostaneme odhad: 
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Influenční funkce je pak: 
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Příslušný je M‑odhad střední hodnoty je výběrový průměr 
[image: image298.wmf]n

X

, jehož bod selhání je 
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Průměr je nerobustní, neboť influenční funkce není omezená.
Z příkladu je zřejmé, že průměr je speciální případ odhadu metodou nejmenších čtverců.
Příklad:

Medián 
[image: image301.wmf])
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Odtud dostaneme odhad: 
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 tj. pozorování větších než medián je stejně jako pozorování menších než medián.

Influenční funkce je pak: 
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 je nějaké kladné číslo)
Příslušný je M-odhad mediánu je výběrový medián 
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Medián je robustní, neboť influenční funkce je omezená.

Příklad:

Maximálně věrohodný odhad je speciální případ M-odhadu, v tom případě je: 
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což je Fisherova míra informace (viz též kap. IX).
Influenční funkce je pak: 
[image: image319.wmf]);
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Dospíváme k závěru: Máli být M-odhad robustní, musí být funkce 
[image: image320.wmf]y

 omezená. V případě střední hodnoty není funkce 
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 omezená, tudíž odhad 
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 je nerobustní. Proto matematik P. J. Huber navrhl následující funkci:
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 (Huber)
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Influenční funkce je pak:
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Influenční funkce je omezená, tudíž je to robustní odhad střední hodnoty (eventuelně středu symetrie), necitlivý k odlehlým pozorováním. Bod selhání je 
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Jeli rozdělení symetrické kolem nuly, je 
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1

)

(

2

*

-

=

k

F

k

g


Takto zkonstruovaný odhad je Huberův odhad.

Nechť máme náhodný výběr 
[image: image331.wmf]n
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což lze upravit na tvar:
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kde 
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Položme ještě 
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Zřejmě platí: 
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Pro Huberův odhad dostaneme toto:
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přičemž čísla 
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Postup při nalezení Huberova odhadu:
Vypočteme klasický výběrový průměr 
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Z těchto hodnot opět vypočteme výběrový průměr: 
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Také můžeme postupovat takto: Jeli 
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Je-li 
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Pak zřejmým způsobem postupujeme dále.
L-odhady jsou založené na pořádkových statistikách, tj. na uspořádaném náhodném výběru. Obecný L-odhad má tvar:
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Koeficienty 
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Jednoduchým příkladem L-odhadu je výběrový medián 
[image: image373.wmf])
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Mezi L-odhady patří také Giniho průměrná diference:
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Nechť 
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Poznámka:

Střední hodnotu náhodné veličiny lze vyjádřit také takto: 
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kde 
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Mezi L-odhady patří také useknutý průměr, vyloučíme odlehlá pozorování, tj. 
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Položme 
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Pro funkcionál platí: 
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Vyjádření influenční funkce je složité. Je-li však rozdělení symetrické kolem nuly, tj. platí: 
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Globální citlivost je: 
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2

1

)

1

(

1

*

a

a

g

-

-

=

-

F

 bod selhání je: 
[image: image400.wmf]a

e

=

*

.
Poznámka:

Nechť máme symetrické rozdělení kolem neznámého středu, tj. jde o rozdělení dané distribuční funkcí 
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Pro funkcionál platí: 
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Globální citlivost je 
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R-odhady jsou založené na pořadí, nechť 
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Testy založené na pořadí se používají např. k testu středu „symetrie“, kde distribuční funkce je 
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Při volbě 
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Jako odhad parametru 
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 navrhujeme hodnotu, která vyhovuje rovnici: 
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Je-li 
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Odhady parametrů v regresním modelu se pořizují metodou nejmenších čtverců. Mají-li chyby Normální rozdělení, je ten odhad též maximálně věrohodným odhadem. Klasický odhad je ovšem velmi nerobustní, protože je citlivý k odlehlým pozorováním, odchylkám od Normálního rozdělení, je také ovlivněn maticí regresorů.
Regresní model má tvar:
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 je vektor náhodných chyb. Odhad vektoru neznámých parametrů pořízený metodou nejmenších čtverců má tvar:
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(viz kapitola VII). Takto pořízený odhad je nerobustní a je též citlivý k odlehlým prvkům matice regresorů. Proto byly hledány robustní alternativy odhadů. Stručně se o nich zmíníme.
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Regresní kvantil 
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Protože funkce 
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 je konvexní a po částech lineární, můžeme minimalizační úlohu řešit upravenou simplexovou metodou (viz lineární programování).
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Vyjdeme z následujícího tvaru úlohy.
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Úloha pak přejde na tvar:
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Řešení úlohy závisí na volbě čísla 
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 a nazývá se regresní kvantil, značíme 
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K úloze lineárního programování existuje duální úloha (viz LP, Dualita). Sestavíme k předchozí úloze duální úlohu, vyjdeme z tvaru úlohy:
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Z posledních 2 nerovností vyplývá toto: 
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[image: image471.wmf];

,

,

1

;

1

ˆ

0

n

i

a

i

K

=

£

£

 tj. 
[image: image472.wmf]J

a

0

£

£

ˆ

. Rovnost 
[image: image473.wmf]T

T

0

X

a

=

 pak přejde na tvar: 
[image: image474.wmf];

)

1

(

ˆ

X

J

X

a

T

T

a

-

=

 přičemž 
[image: image475.wmf]X

J

T

 jsou sloupcové součty matice regresorů.
Řešení úlohy 
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Z věty o dualitě (viz LP) dále vyplývají vztahy:
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Více je o robustních alternativách odhadů pojednáno např. v literatuře [1], [3].
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