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IX. Odhady parametrů
Problematikou odhadu parametrů jsme se již zabývali. Ukázali jsme, že při náhodném výběru 
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 se nazývá výběrový průměr, veličina 
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 se nazývá výběrový rozptyl.

Nyní pojednáme o odhadech parametrů obecněji. Je ovšem nutno mít na paměti, že odhad parametru je náhodná veličina.
Definice:
Buď 
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 je tzv. parametrický prostor. Buď dále 
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Je-li navíc 
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U odhadů parametrů se posuzuje tzv. střední čtvercová (kvadratická) odchylka, tj. veličina 
[image: image19.wmf]2
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. Nejlepší odhad je ten, který má střední čtvercovou odchylku minimální. Zřejmě pro nestranné odhady platí: 
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. Někdy se může stát, že odhad, který není nestranný (je vychýlený), má menší čtvercovou odchylku než nestranný odhad.
Poznámka:

Pro střední čtvercovou odchylku (MSE) platí:
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Střední čtvercová odchylka je rovna součtu rozptylu a druhé mocnině výchylky (Steinerova věta v jiné podobě). Zřejmě pro nestranný odhad je střední čtvercová odchylka rovna rozptylu, neboť je nulové vychýlení.
Odvození vztahu je jednoduché:
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[image: image25.wmf];
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Dobré jsou odhady, které mají malou výchylku (v absolutní hodnotě) a malý rozptyl. Nestranný odhad s velkým rozptylem není příliš vyhovující. Také není příliš vyhovující příliš vychýlený odhad s malým rozptylem.
Poznámka:

Veličině, která je odhadem parametru, se někdy říká statistika.

Příklad:
Uvažujme náhodný výběr 
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Také se někdy používá veličina 
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 Tento odhad ale není nestranný, neboť platí: 
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Použijeme toho, že pro Normální rozdělení platí: 
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Je-li 
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Tedy platí: 
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Odhad 
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 parametru 
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, ačkoli není nestranný, má skutečně menší čtvercovou odchylku než nestranný odhad 
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Uvažujme odhad parametru 
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 je střední kvadratická odchylka odhadu nejmenší. 
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Odtud je zřejmé, že střední čtvercová odchylka je nejmenší při volbě: 
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Pro 
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Poznámka:

Předchozí problém lze zobecnit. Nechť 
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Z předpokladu, že odhad 
[image: image64.wmf]T

 je nestranný, plyne dále toto: 
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V předchozím případě je střední čtvercová odchylka nejmenší při volbě: 
[image: image68.wmf];
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U odhadů definujeme tzv. výchylku (vychýlení) 
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. Je zřejmé, že u nestranných odhadů je výchylka rovna nule na celém parametrickém prostoru.
Definice:

Buď dán náhodný výběr 
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Platí-li 
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Odhad 
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Nestranný odhad je též asymptoticky nestranný, ale naopak to platit nemusí.

Věta:
Buď dán náhodný výběr a pro každé 
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Důkaz:
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Buď dáno 
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neboť platí: 
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Z Čebyševovy nerovnosti plyne toto: 
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 což lze ekvivalentně vyjádřit takto: 
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Z podmínky 
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Vzhledem k podmínce 
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Vzhledem k podmínkám platí: 
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Dostali jsme tedy: 
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K tomu, aby odhad parametru byl konzistentní, stačí, aby byl asymptoticky nestranný a rozptyl „se blížil“ k nule.

Příklad:
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[image: image107.wmf]n
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Toto je tzv. slabý zákon velkých čísel, který lze ostatně odvodit přímo z Čebyševovy věty.
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Slabý zákon velkých čísel: 
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Konvergence skoro jistě je silnější než konvergence podle pravděpodobnosti.
Příklad:
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Jde-li o výběr ze spojitého rozdělení, existuje též hustota veličiny 
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V našem případě je: 
[image: image137.wmf]ï

î

ï

í

ì

>

<

<

-

<

=

;

;

0

;

;

1

;

;

0

)

(

b

x

b

x

a

a

b

a

x

x

f

  dále: 
[image: image138.wmf]ï

î

ï

í

ì

³

£

£

-

-

£

=

;

;

1

;

;

;

;

0

)

(

b

x

b

x

a

a

b

a

x

a

x

x

F



[image: image139.wmf];

;

)

(

;

)

(

1

1

1

b

x

a

a

b

a

x

a

b

n

x

g

a

b

x

b

a

b

n

x

g

n

n

n

<

<

÷

ø

ö

ç

è

æ

-

-

-

=

÷

ø

ö

ç

è

æ

-

-

-

=

-

-



[image: image140.wmf];

;

)

(

)

1

(

)

;

(

2

2

,

1

b

y

x

a

a

b

x

y

a

b

n

n

y

x

g

n

n

<

<

<

÷

ø

ö

ç

è

æ

-

-

-

-

=

-


Vypočteme střední hodnotu odhadů, čímž ověříme, zda jsou nestranné (nevychýlené).
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Odhady parametrů tedy nejsou nestranné (jsou vychýlené), neboť 
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Vychýlení odhadu 
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Podobným způsobem určíme (už to nebudeme rozepisovat):
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Dostali jsme tedy: 
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Protože platí: 
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Pro Rovnoměrné rozdělení platí: 
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Za odhad střední hodnoty lze též vzít: 
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 tj. je to též nestranný odhad střední hodnoty (vychýlení se navzájem vyruší).
Pro Rovnoměrné rozdělení platí: 
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Vypočteme hodnotu 
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Výpočet dvojného integrálu je zdlouhavý, některé kroky jsme přeskočili (dopočítejte sami).
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Buď 
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Vypočtěme ještě 
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Nerovnost 
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Tedy platí: 
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Průměr největší a nejmenší hodnoty ve výběru je též nestranný odhad střední hodnoty, ale je lepší než výběrový průměr, neboť má menší rozptyl.

Při náhodném výběru z Rovnoměrného rozdělení 
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Tím jsme ověřili, že odhady jsou nestranné, určíme jejich rozptyly.
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Dostali jsme: 
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Platí: 
[image: image207.wmf];
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Někdy se při náhodném výběru z Rovnoměrného rozdělení 
[image: image209.wmf])
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Nechť je např. znám parametr 
[image: image210.wmf]a

, pak položíme: 
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 (odhad je nestranný)
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Nechť je např. znám parametr 
[image: image214.wmf]b

, pak položíme: 
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Zřejmě je v případě, že jeden z parametrů je znám, rozptyl menší. I v tomto případě ovšem platí: 
[image: image218.wmf];
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Definice:

Buď 
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a) Parametrický prostor 
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b) Množina 
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d) Platí: 
[image: image230.wmf];
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e) Integrál 
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Pro hustotu pravděpodobnosti platí: 
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[image: image234.wmf]q

.

Integrál 
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Poznamenejme, že platí: 
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Fisherovu míru informace lze též vyjádřit takto:
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Jestliže existuje 
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Také platí toto: 
[image: image242.wmf]);
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Příklad:
Buď dána hustota Normálního rozdělení, nechť parametr 
[image: image243.wmf]0
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 je znám.
Máme systém hustot: 
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Snadno se ověří, že systém hustot je regulární.
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(Substituce: 
[image: image248.wmf];
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Vypočteme Fisherovu míru informace:

[image: image249.wmf];

)

(

)

;

(

)

;

(

2

s

m

m

m

-

=

¢

x

x

f

x

f



[image: image250.wmf];

)

;

(

ln

;

2

)

(

2

ln

2

1

ln

)

;

(

ln

2

2

2

2

)

(

2

2

s

m

m

m

s

m

s

p

s

p

m

s

m

-

=

¶

¶

-

-

-

=

=

-

-

x

x

f

x

e

x

f

x



[image: image251.wmf]=

÷

ø

ö

ç

è

æ

-

=

÷

÷

ø

ö

ç

ç

è

æ

¢

=

ò

ò

+¥

¥

-

-

-

+¥

¥

-

dx

e

x

dx

x

f

x

f

x

f

J

x

2

2

2

)

(

2

2

2

2

1

)

(

)

;

(

)

;

(

)

;

(

)

(

s

m

s

p

s

m

m

m

m

m
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Máme tedy: 
[image: image253.wmf]2
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Příklad:

Buď dána hustota Exponenciálního rozdělení.

Máme systém hustot: 
[image: image254.wmf];

,

;

)

;

(

+

+

-

Î

Î

=

R

R

l

l

l

l

x

e

x

f

x


Snadno se ověří, že systém hustot je regulární.
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Vypočteme Fisherovu míru informace:
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Máme tedy: 
[image: image262.wmf]2
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Uvažujme nyní posunuté Exponenciální rozdělení, tj. systém hustot: 
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 (nechť parametr 
[image: image264.wmf]R
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 je znám)
Snadno se ověří, že systém hustot je regulární.
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[image: image266.wmf]));
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Fisherova míra informace se tedy posunutím nezměnila.
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Kdyby nebyl parametr 
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Příklad:

Buď dána „hustota“ Binomického rozdělení (vzhledem k čítací míře).
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I v tomto případě je systém „hustot“ regulární.
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Příklad:

Buď dána „hustota“ Poissonova rozdělení (vzhledem k čítací míře).
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I v tomto případě je systém „hustot“ regulární.
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Vypočteme Fisherovu míru informace:
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Příklad:

Buď dána „hustota“ Poissonova rozdělení (vzhledem k čítací míře).
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I v tomto případě je systém „hustot“ regulární.
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Vypočteme Fisherovu míru informace:
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Máme tedy: 
[image: image321.wmf]l
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V následující větě ukážeme, jaká je dolní mez střední čtvercové odchylky odhadu parametru.
Věta: (Rao-Cramérova)
Buď dán náhodný vektor 
[image: image322.wmf]X

, jehož rozdělení závisí na neznámém parametru 
[image: image323.wmf]W
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, přičemž 
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 je jeho sdružená hustota. Buď dán odhad parametru 
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 je tzv. vychýlení odhadu. Nechť dále platí následující podmínky:
a) systém hustot 
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b) existuje derivace 
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Pak platí pro každé 
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 následující:

[image: image333.wmf])

(

))

(

1

(

)

)

(

(

2

2

q

q

q

J

b

T

E

¢

+

³

-

X


Připomeňme si Schwarzovu nerovnost, kterou použijeme k důkazu věty. Je to speciální případ Hölderovy nerovnosti (viz MA).
Schwarzova nerovnost: 
[image: image334.wmf];
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Důkaz věty:
Platí: 
[image: image335.wmf];
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Nyní obě strany derivujeme podle parametru 
[image: image336.wmf]q

, použijeme body b), c), dostaneme:
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Dále platí: 
[image: image338.wmf]0
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dáme-li to dohromady s předchozí rovností, dostáváme:
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Nyní použijeme Schwarzovu nerovnost, položíme:

[image: image340.wmf];
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Pak dostaneme: 
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Pravá strana nerovnosti lze též vyjádřit takto: 
[image: image342.wmf])
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Protože systém hustot je regulární, platí 
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Platí-li předpoklady věty, nazývá se odhad 
[image: image347.wmf])
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 regulární. Číslo uvedené na pravé straně nerovnosti je tzv. dolní Rao-Cramérova mez.
Je-li odhad 
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[image: image351.wmf]2
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, Rao-Cramérova nerovnost pak přejde na tvar:
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V tomto případě je dolní Rao-Cramérova mez rovna převrácené hodnotě Fisherovy míry informace.
Je-li odhad regulární, nestranný a je-li dosaženo dolní Rao-Cramérovy meze, nazývá se odhad eficientní (vydatný).
Eficience (vydatnost) nestranného regulárního odhadu se definuje jako: 
[image: image353.wmf])
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[image: image355.wmf]1

=

T

e

.
Poznamenejme, že se Rao-Cramérova nerovnost někdy také uvádí v této podobě:
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přičemž 
[image: image357.wmf])
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 je nějaká hladká funkce parametru.

Zřejmě platí: 
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Také někdy bývá uváděna následující modifikace Rao-Cramérovy věty:

[image: image359.wmf];
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Odtud dostáváme: 
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, přičemž rovnost nastává při nevychýleném (nestranném) odhadu parametru 
[image: image362.wmf]q
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Zabývejme se nyní případem, kdy nastává v nerovnosti v předchozí větě rovnost.

Ve Schwarzově nerovnosti nastává rovnost v případě, je-li jedna z funkcí identicky rovna 0 skoro všude. To by znamenalo, že 
[image: image364.wmf]0

)

(

=

-

q

x

T

 skoro všude, tj. 
[image: image365.wmf]q

=

)

(

X

T

 skoro jistě. Tím bychom měli přesný odhad parametru 
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, což není možné.

Ve Schwarzově nerovnosti nastává rovnost také v případě, že platí: 
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Tuto rovnost lze přepsat na tvar: 
[image: image370.wmf]);
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tj. 
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To znamená, že hustota lze vyjádřit ve tvaru: 
[image: image373.wmf]);
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Vidíme, že jde o hustotu exponenciálního typu. Pro ni platí následující:
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Věta:
Buď dán náhodný vektor 
[image: image377.wmf])
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Důkaz:
Platí toto: 
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Zvolme nyní pevné 
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Tudíž předchozí integrál je roven nule pro každou dvojici indexů 
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Dostáváme tedy:
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Důsledek:
Buď dán náhodný výběr 
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Příklad:

Uvažujme výběr 
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Protože jde o nestranný odhad, máme: 
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Protože je dosaženo dolní Rao-Cramérovy meze, je daný odhad též eficientní (vydatný).

Příklad:
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 Fisherova míra informace.
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V tomto případě je výběrový průměr roven poměrné četnosti.
Protože platí: 
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 je dosaženo dolní Rao-Cramérovy meze, tudíž je daný odhad též eficientní (vydatný).
Poměrná četnost jevu je nestranný a eficientní odhad pravděpodobnosti.
Věta:

Buď dán výběr z rozdělení, které závisí na neznámém parametru 
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Položme dále: 
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Protože je dle předpokladu odhad 
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 eficientní, má nejmenší možný rozptyl mezi všemi nestrannými odhady. Protože platí: 
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Někdy se stává, že rozdělení náhodného vektoru 
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a) Parametrický prostor 
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 je neprázdná, otevřená množina.

b) Množina 
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c) Existují parciální derivace
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e) Utvořme integrály: 
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Příklad:

Buď dána hustota Normálního rozdělení, nechť parametr 
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Máme systém hustot: 
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Snadno se ověří, že systém hustot je regulární.
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Vypočteme Fisherovu informační matici:
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Máme tedy: 
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Máme tedy: 
[image: image489.wmf]2

22

2

)

;

(

s

s

m

=

J

.


[image: image490.wmf];

)

(

)

(

)

(

1

)

(

))

;

;

(

(

)

;

;

(

)

;

;

(

3

5

3

3

2

2

2

2

1

s

m

s

m

s

m

s

s

m

s

m

s

m

s

m

-

-

-

=

÷

÷

ø

ö

ç

ç

è

æ

-

+

-

×

-

=

¢

×

¢

x

x

x

x

x

f

x

f

x

f



[image: image491.wmf]=

÷

÷

ø

ö

ç

ç

è

æ

¢

×

¢

=

=

ò

+¥

¥

-

dx

x

f

x

f

x

f

x

f

J

J

)

;

;

(

))

;

;

(

(

)

;

;

(

)

;

;

(

)

;

(

)

;

(

2

2

1

21

12

s

m

s

m

s

m

s

m

s

m

s

m



[image: image492.wmf];

0

)

(

1

2

1

2

1

)

(

)

(

2

3

2

2

)

(

3

5

3

2

2

2

=

-

=

÷

÷

ø

ö

ç

ç

è

æ

-

-

-

=

ò

ò

+¥

¥

-

-

+¥

¥

-

-

-

dv

e

v

v

dx

e

x

x

v

x

s

p

s

p

s

m

s

m

s

m


(jde o integrál z liché funkce)
Máme tedy: 
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Fisherova informační matice má tvar: 
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Pro Fisherovu informační matici platí obdobná věta.
Buď dán náhodný výběr 
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platí pro prvky Fisherovy informační matice toto: 
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Příklad:

Buďte 
[image: image505.wmf]n
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Máme 2 odhady parametru 
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Protože platí 
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Nyní ukážeme, že platí: 
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 Vynásobíme-li nerovnost číslem 
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 (V 9.x.)

Protože platí: 
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 „nejlepší“ nestranný odhad parametru 
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 je dosaženo dolní Rao-Cramérovy meze.

Také si uvedeme některá zobecnění Rao-Cramérovy věty, napřed její modifikaci pro jednorozměrný případ.

Věta: (modifikovaná Rao-Cramérova)
Buď dán náhodný vektor 
[image: image533.wmf]X
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Důkaz:

Analogický jako u V 9.x., provedeme jen stručně.

Platí: 
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Nyní použijeme Schwarzovu nerovnost, položíme:
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Pak dostaneme: 
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Pravá strana nerovnosti lze též vyjádřit takto: 
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Protože systém hustot je regulární, platí 
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Poznámka:

Ukážeme si ještě jiný důkaz Rao-Cramérovy věty.

Položme 
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Protože varianční matice je symetrická a pozitivně semidefinitní, je determinant nezáporný, tj. platí: 
[image: image562.wmf]0
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Poznámka:

Je-li speciálně 
[image: image563.wmf];
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Nyní větu zobecníme na případ vektorového parametru a skalární parametrické funkce. Napřed ještě předešleme poznámku, buď 
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Poznámka:

Také platí následující tvrzení.

Položme 
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[image: image569.wmf]);
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 (Fisherova informační matice)

Věta: (zobecněná Rao-Cramérova)
Buď dán náhodný vektor 
[image: image570.wmf]X

, jehož rozdělení závisí na více neznámých parametrech, buď 
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(derivace podle parametru)
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Z poznámky dříve víme, že 
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což je čtvercová matice typu 
[image: image591.wmf])

1

(

)

1

(

+

×

+

m

m

.
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Protože Fisherova informační matice je positivně definitní, je 
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□

Větu lze též zobecnit pro případ vektorové funkce.

Věta: (zobecněná Rao-Cramérova)
Buď dán náhodný vektor 
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(derivace podle parametru)

Položme: 
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positivně semidefinitní.
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Platí: 
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Vydatný (eficientní) odhad parametru nemusí vždy existovat. V tom případě lze odvodit zpřesněnou dolní mez pro rozptyl regulárního nestranného odhadu, která je větší nebo rovna dolní Rao-Cramérově mezi. O tom pojednává věta Bhattacharyova.

Věta: (Bhattacharyova)
Buď dán náhodný vektor 
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Předpokládejme, že všechny integrály jsou konečné a matice je regulární.

Pak platí pro každé 
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Uvedená nerovnost je Bhattacharyova, což je zpřesněná dolní mez pro rozptyl. Je větší (nebo rovna) než dolní Rao-Cramérova mez.

Je zřejmé, že pro 
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 nerovnost přejde v Rao‑Cramerovu nerovnost (již známou).
Důkaz:
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Snadno se odvodí, že: 
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 positivně semidefinitní matice.
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Matici 
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 vyjádříme blokově: 
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Vektor 
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 též vyjádříme blokově, 
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Dá se předpokládat, že matice 
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Příklad:
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Dle Rao-Cramérovy věty platí pro každý nestranný odhad parametrické funkce toto: 
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Uvažujme tedy odhad: 
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Odhad parametrické funkce je nestranný.
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Odhad 
[image: image672.wmf]T

 je nestranný, ale není eficientní (vydatný), neboť u rozptylu není dosaženo dolní Rao-Cramérovy meze.

Zkusme najít přesnější dolní mez, použijeme předchozí větu.
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 (výpočet prvků matice 
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 je obtížný, viz …)
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Tato zpřesněná dolní mez je větší než Rao-Cramérova mez, ale je stále ještě menší než rozptyl nestranného odhadu.
Příklad:

Uvažujme náhodný výběr 
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Uvažujme parametrickou funkci: 
[image: image678.wmf];
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 (odhad je nestranný)
Pro Fisherovu informační matici platí: 
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(viz příklad dříve).
Pro dolní mez pro rozptyl použijeme zobecněnou Rao-Cramérovu větu.

[image: image683.wmf];

;

;

0

;

0

;

))

;

(

(

);

2

;

2

(

2

1

2

2

÷

÷

ø

ö

ç

ç

è

æ

=

=

Ñ

-

n

n

s

s

s

m

s

m

t

X

J



[image: image684.wmf](

)

(

)

;

)

2

(

2

2

4

1

2

2

;

;

0

;

0

;

2

;

2

)

(

)

(

)

(

2

2

2

4

2

2

2

1

2

2

n

n

n

n

T

s

m

s

s

s

m

s

m

s

m

t

t

s

s

+

=

+

=

÷

ø

ö

ç

è

æ

÷

÷

ø

ö

ç

ç

è

æ

=

Ñ

×

×

Ñ

-

X

J


Pro rozptyl odhadu tedy platí: 
[image: image685.wmf];
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Příklad:

Uvažujme náhodný výběr 
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, nechť je parametr 
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 znám (což je modelová situace).

Pro parametr 
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Oba odhady jsou nestranné.
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Oba odhady jsou nestranné a konzistentní.

Zřejmě platí: 
[image: image697.wmf]2
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Pro dolní mez rozptylu platí: 
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Protože parametr 
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 většinou není znám, musíme se spokojit s méně vydatným odhadem 
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 pro parametr 
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. Parametr 
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 nahradíme jeho nestranným odhadem, dělíme číslem o 1 menší.
Příklad:

Buď 
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 dvojrozměrný náhodný vektor, který má dvojrozměrné Normální rozdělení. Nechť 
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Předpokládáme, že 
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 je neznámý parametr, kdežto 
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Sdružená hustota je:
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Dostali jsme: 
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Již víme, že platí: 
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Nechť náhodný vektor 
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Dostali jsme tedy rovnost: 
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Pokud statistika 
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Zabývejme se nyní případem, kdy od parametrického prostoru přejdeme k jinému parametrickému prostoru. Nechť 
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Postačující statistiky

Nyní zavedeme pojem postačující statistiky, která je důležitá v teorii odhadu.
Definice:

Buď dán náhodný vektor 
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Znamená to, že hustota se dá „faktorizovat“.
V praxi mají význam takové postačující statistiky, pro které platí: 
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Význam postačující statistiky si ukážeme na případě diskrétního rozdělení, kde se jedná o hustotu pravděpodobnosti vzhledem k čítací míře.
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Podmíněné rozdělení náhodného vektoru při známé hodnotě postačující statistiky nezávisí na parametru. To znamená (volně řečeno), že postačující statistika 
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Někdy se to bere jako ekvivalentní definice postačující statistiky, pak se dokazuje Neymanovo faktorizační kriterium.
Měřitelná funkce (vzájemně jednoznačná) postačující statistiky je také postačující statistika (ověřte).
V praxi nás zajímá, zda existuje minimální postačující statistika. Minimální postačující statistika je funkcí kterékoli jiné postačující statistiky. Ve většině případů je to statistika s nejmenším počtem složek. Pokud je hustota rozdělení exponenciálního typu, pak existuje jednorozměrná postačující statistika pro parametr 
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Nechť máme náhodný výběr 
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Položme: 
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.
O existenci minimální postačující statistiky pojednává následující věta.
Věta: (Lehmann-Scheffého)
Buď dán náhodný výběr 
[image: image794.wmf](

)

n

X

X

,

,

1

K

=

X

 z nějakého rozdělení, které závisí na neznámém parametru 
[image: image795.wmf]q

. Buď 
[image: image796.wmf]n

V

R

Ì

 obor hodnot náhodného vektoru 
[image: image797.wmf]X

. Nechť pro každé 
[image: image798.wmf]V

Î

x

 a každé 
[image: image799.wmf]W

Î

~

q

 platí: 
[image: image800.wmf];

0

)

;

(

)

;

(

1

>

=

Õ

=

n

j

j

x

f

f

q

q

x


Nechť 
[image: image801.wmf]V

Î

y

x

,

, položme: 
[image: image802.wmf];

)

;

(

)

;

(

)

;

;

(

q

q

q

y

x

y

x

f

f

h

=


Buď 
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Protože se hustota dá faktorizovat, je veličina 
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V následující větě se ukáže význam postačujících statistik. Při hledání „dobrých“ odhadů se můžeme omezit na funkce postačujících statistik.
Věta: (Rao-Blackwellova)
Buď dán náhodný výběr 
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Podmíněné rozdělení veličiny 
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 je postačující statistika.
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Tj. „hustota“ se dá faktorizovat.
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Je vidět, že podmíněná pravděpodobnost již nezávisí na parametru 
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Je vidět, že podmíněná pravděpodobnost již nezávisí na parametru 
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Nyní pomocí Rao-Blackwellovy věty zkonstruujeme nejlepší nestranný odhad pro výraz: 
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Odhad 
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Položme: 
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 Náhodný výběr uspořádáme, utvoříme uspořádaný náhodný výběr 
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Podm. hustota: 
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Protože podmíněná hustota již nezávisí na parametru 
[image: image1010.wmf]b

, je veličina 
[image: image1011.wmf])

(

n

X

 postačující statistika pro parametr 
[image: image1012.wmf]b

.
Příklad:

Uvažujme náhodný výběr 
[image: image1013.wmf]n

X

X

,

,

1

K

 z Rovnoměrného rozdělení 
[image: image1014.wmf])

;

(

b

a

R

, kde 
[image: image1015.wmf];

;

,

b

a

b

a

<

Î

R
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Podm. hustota: 
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Protože podmíněná hustota již nezávisí na parametru 
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Podmíněná hustota je: 
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Protože podmíněná hustota již nezávisí na parametrech 
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Sdružená hustota veličin 
[image: image1048.wmf]n

X

X

,

,

1

K

 je 
[image: image1049.wmf];

;

)

2

(

1

c

x

c

c

j

n

+

<

<

-

m

m


hustota veličiny 
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hustota veličiny 
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Sdružená hustota je: 
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Je patrné, že statistika 
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[image: image1069.wmf];
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Veličina 
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Podmíněná hustota je: 
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Hustota výběrového součtu je: 
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Položme: 
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Takto získaný odhad je rovněž nestranný a je „nejlepší“.
Protože platí: 
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Poznamenejme, že pro výraz 
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[image: image1262.wmf]n
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, kde 
[image: image1263.wmf]n

 je rozsah výběru.

Věrohodnostní funkce je vlastně hustota, ale je to funkce proměnné 
[image: image1264.wmf]q

. Někdy se používá funkce 
[image: image1265.wmf])
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, což je logaritmus věrohodnostní funkce.
Písmeno 
[image: image1266.wmf]L

 je převzato od anglického slova „likelihood“.
Extrém (maximum) věrohodnostní funkce najdeme pomocí derivace (MA), tj. řešíme věrohodnostní rovnici: 
[image: image1267.wmf];
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Pro sdruženou hustotu nezávislých náhodných veličin platí: 
[image: image1269.wmf]Õ
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 je marginální hustota veličiny 
[image: image1271.wmf]j
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.
Pak také platí: 
[image: image1272.wmf];
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Věrohodnostní rovnice pak přejde na tvar: 
[image: image1273.wmf];
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Tvrzení:

Buď dán náhodný výběr 
[image: image1274.wmf]n
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, jehož rozdělení závisí na nějakém neznámém parametru 
[image: image1275.wmf]W
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)

n

X

X

,

,

1

K

=

X

, pak pro každé 
[image: image1277.wmf]0

,

~

q

q

q

¹

W

Î

 platí:


[image: image1278.wmf][

]

)

(

;

1

)

;

(

)

;

(

0

0

¥

®

®

>

n

f

f

P

q

q

q

X

X


Důkaz:

[image: image1279.wmf];
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[image: image1280.wmf];
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Připomeňme si Jensenovu nerovnost: 
[image: image1281.wmf])
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 pro konvexní funkce a 
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Protože funkce logaritmus je (striktně) konkávní, plyne z Jensenovy nerovnosti toto:

[image: image1283.wmf];
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Veličiny 
[image: image1284.wmf])
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 jsou nezávislé, stejně rozdělené, se stření hodnotou 
[image: image1285.wmf]0
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Tedy 
[image: image1288.wmf];
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Tvrzení:

Buď dán náhodný výběr, nechť 
[image: image1289.wmf]0
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 je skutečná hodnota parametru. Za jistých předpokladů platí: Pro každé 
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[image: image1291.wmf]0

)

(

~

=

¢

q

L

 kořen (označíme 
[image: image1292.wmf]n

q

ˆ

), pro který platí: 
[image: image1293.wmf]e

q

q

<

-

0

ˆ

n

 s pravděpodobností „blížící se“ k jedné.

Nechť 
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[image: image1296.wmf](
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Pak platí:
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[image: image1298.wmf]);
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[image: image1299.wmf]);
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Jsou-li náhodné veličiny 
[image: image1300.wmf]n
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 nezávislé, stejně rozdělené, jsou náhodné veličiny 
[image: image1301.wmf])
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 též nezávislé, stejně rozdělené.
Věrohodnostní rovnice lze také vyjádřit ve tvaru: 
[image: image1302.wmf];
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Z centrální limitní věty plyne:

[image: image1303.wmf]);
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Příklad:
Buď dán náhodný výběr 
[image: image1305.wmf]n

X
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 z Normálního rozdělení, 
[image: image1306.wmf]0
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s

.
Odhadneme parametr 
[image: image1307.wmf]m

 metodou maximální věrohodnosti.
Pro sdruženou hustotu veličin platí: 
[image: image1308.wmf];
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[image: image1309.wmf];
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[image: image1310.wmf](
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Dospěli jsme k následujícímu: 
[image: image1311.wmf];
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Platí tedy: 
[image: image1312.wmf]å
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Výběrový průměr je též odhad parametru 
[image: image1313.wmf]m

 pořízený metodou maximální věrohodnosti.
Odhadneme parametr 
[image: image1314.wmf]2

s

 metodou maximální věrohodnosti.
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[image: image1316.wmf];
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(výraz 
[image: image1317.wmf]2

s

 bereme jako jeden symbol)
Dospěli jsme k následujícímu: 
[image: image1318.wmf];
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Platí tedy: 
[image: image1319.wmf];
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Tím jsme získali odhad metodou maximální věrohodnosti. Není-li parametr 
[image: image1320.wmf]m

 znám, nahradíme ho výběrovým průměrem.
Příklad:

Buď dán náhodný výběr 
[image: image1321.wmf]n

X
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 z Exponenciálního rozdělení, 
[image: image1322.wmf]0
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.
Odhadneme parametr 
[image: image1323.wmf]l

 metodou maximální věrohodnosti.

Pro sdruženou hustotu veličin platí: 
[image: image1324.wmf];

0

;

)

;

(

1

1

>

å

×

=

×

=

=

-

=

-

Õ

j

x

n

n

j

x

x

e

e

f

n

j

j

j

l

l

l

l

l

x



[image: image1325.wmf];
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[image: image1326.wmf];
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Platí tedy: 
[image: image1328.wmf];
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Odhad parametru 
[image: image1329.wmf]l

, pořízený metodou maximální věrohodnosti, je převrácená hodnota výběrového průměru, ostatně také platí: 
[image: image1330.wmf]l
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. Výběrový průměr 
[image: image1331.wmf]X

 je nestranný odhad parametru 
[image: image1332.wmf]l
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.
Příklad:

Buď dán náhodný výběr 
[image: image1333.wmf]n
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 z Poissonova rozdělení, 
[image: image1334.wmf]0
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Odhadneme parametr 
[image: image1335.wmf]l

 metodou maximální věrohodnosti.

Pro sdruženou „hustotu“ veličin platí: 
[image: image1336.wmf][
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[image: image1337.wmf];
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[image: image1338.wmf];
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Platí tedy: 
[image: image1339.wmf];
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Výběrový průměr je též odhad parametru 
[image: image1340.wmf]l

 pořízený metodou maximální věrohodnosti. Ostatně také platí: 
[image: image1341.wmf]l
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Příklad:

Buď dán náhodný výběr 
[image: image1342.wmf]n
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 z Alternativního rozdělení, 
[image: image1343.wmf])
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Odhadneme parametr 
[image: image1344.wmf]p

 metodou maximální věrohodnosti.
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Pro sdruženou „hustotu“ veličin platí: 
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[image: image1347.wmf];
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[image: image1348.wmf];
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Poměrná četnost je též odhad pravděpodobnosti 
[image: image1350.wmf]p

 pořízený metodou maximální věrohodnosti.
Příklad:

Buď dán náhodný výběr 
[image: image1351.wmf]n
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 z Gama rozdělení 
[image: image1352.wmf])
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, nechť parametr 
[image: image1353.wmf]0
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 je znám. Odhadneme parametr 
[image: image1354.wmf]a

 metodou maximální věrohodnosti.
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[image: image1357.wmf](
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Platí tedy: 
[image: image1360.wmf];
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Speciálně pro 
[image: image1361.wmf]1
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 máme Exponenciální rozdělení (viz příklad dříve).

Kdyby parametr 
[image: image1362.wmf]0

>

p

 nebyl znám, byla by situace složitější.

Příklad:

Buď dán náhodný výběr 
[image: image1363.wmf]n
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 z Geometrického rozdělení 
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, odhadneme parametr 
[image: image1365.wmf])
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 metodou maximální věrohodnosti.

Pro sdruženou „hustotu“ veličin platí: 
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[image: image1367.wmf];

)

1

(

1

)

(

~

);

1

ln(

ln

)

(

ln

)

(

~

p

p

Sp

np

n

p

S

p

n

p

L

p

S

p

n

p

L

p

L

-

-

-

=

-

-

=

¢

-

+

=

=



[image: image1368.wmf]);
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Příklad:

Buď dán náhodný výběr 
[image: image1370.wmf]n
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 z Weibullova rozdělení,
(hustota: 
[image: image1371.wmf];
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[image: image1372.wmf]0
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 je znám, parametr 
[image: image1373.wmf]0
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 není znám. Sdružená hustota je: 
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[image: image1375.wmf];
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[image: image1376.wmf];
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Vyřešit věrohodnostní rovnici zde není jednoduché. Určíme ještě druhou derivaci.
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[image: image1378.wmf];
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Tím jsme dokázali, že věrohodnostní rovnice má jediný kořen. Nalézt ho lze přibližně nějakou numerickou iterační metodou.
Nechť nyní parametr 
[image: image1379.wmf]0
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 není znám, parametr 
[image: image1380.wmf]0

>

p

 je znám. Sdružená hustota je: 
[image: image1381.wmf];
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[image: image1382.wmf];
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[image: image1383.wmf];
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[image: image1384.wmf];
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Speciálně pro Rayleighovo rozdělení dostaneme: (
[image: image1386.wmf];
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Příklad: (cenzorování časem)
Sledujeme životnost jistých přístrojů, ale jen do času 
[image: image1389.wmf]T

, pak experiment ukončíme. Do té doby 
[image: image1390.wmf]r

 přístrojů z 
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 sledovaných „odejde“, 
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 ještě fungovat (
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[image: image1395.wmf]0
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. Máme náhodný výběr z Exponenciálního rozdělení, kde neznáme přesně 
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 realizací, víme jen, že doby životnosti jsou větší než 
[image: image1397.wmf]T

. Toto jsou tzv. cenzorovaná data.
Pokud náhodný výběr uspořádáme, máme toto:
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Odhadneme parametr 
[image: image1399.wmf]l

 metodou maximální věrohodnosti.

Jedna z možností by byla vzít v úvahu jen veličiny 
[image: image1400.wmf]T
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Tento odhad je málo „vydatný“, neboť jsme nevyužili částečné informace o 
[image: image1402.wmf]r
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 veličinách.
Jiná možnost je veličiny 
[image: image1403.wmf])
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[image: image1406.wmf]c
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[image: image1408.wmf]);
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[image: image1409.wmf]);
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Platí tedy: 
[image: image1411.wmf];
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Neznáme přesně veličiny 
[image: image1412.wmf])
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 je distribuční funkce).
Věrohodnostní funkce má tvar:
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[image: image1417.wmf]);
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[image: image1418.wmf]);
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[image: image1419.wmf]);
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Platí tedy: 
[image: image1420.wmf];
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Poznámka:
Věrohodnostní funkce při cenzorovaných datech obecně je:
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[image: image1422.wmf]));
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[image: image1423.wmf];
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Věrohodnostní rovnice má tvar: 
[image: image1424.wmf];
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Jiné vyjádřené věrohodnostní funkce je toto:
Položme: 
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[image: image1426.wmf](
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[image: image1427.wmf](
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Pokud má doba životnosti Exponenciální rozdělení (
[image: image1428.wmf])
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), máme pro maximálně věrohodný odhad toto: 
[image: image1429.wmf];
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Pokud má doba životnosti Weibullovo rozdělení (
[image: image1430.wmf])
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[image: image1432.wmf]p

 znám)

Poznámka:

Také lze provést cenzorování událostí, např. experiment ukončíme, když „odejde“ 
[image: image1433.wmf]r

 přístrojů z 
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 přístrojů (
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 veličinou 
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Metodu maximální věrohodnosti můžeme použít i v případě, že rozdělení závisí na více neznámých parametrech. Položme: 
[image: image1438.wmf])
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Buď dán náhodný výběr 
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, jehož rozdělení závisí na neznámých parametrech 
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Máme také více věrohodnostních rovnic: 
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nebo též: 
[image: image1444.wmf];
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Příklad:

Uvažujme Multinomické rozdělení, 
[image: image1445.wmf](
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[image: image1446.wmf][
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pokud platí: 
[image: image1447.wmf];
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 (jinak nula)
Také platí podmínka: 
[image: image1448.wmf];
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(podrobněji viz kap. 10)
Zkusíme odhadnout parametry 
[image: image1449.wmf]k
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 metodou maximální věrohodnosti. Položme ještě: 
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Vzhledem k podmínce 
[image: image1453.wmf];
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Položíme-li parciální derivace rovné nule, dostaneme: 
[image: image1456.wmf];
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což jsou poměrné četnosti.
Pokud je 
[image: image1459.wmf]2
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, jde o Binomické rozdělení (viz příklad 9.x.).
Tvrzení:
Za jistých předpokladů (např. regulární systém hustot) má věrohodnostní rovnice kořen s velkou pravděpodobností a pro odhad parametru pořízený metodou maximální věrohodnosti platí toto:
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kde 
[image: image1461.wmf]0
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 je skutečná (ale neznámá) hodnota parametru, 
[image: image1462.wmf]n
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 je kořen věrohodnostní rovnice při výběru o rozsahu 
[image: image1463.wmf]n

 (podrobněji viz Anděl J.: Matematická statistika).
Důkaz:
Uvedeme jen náznak (podrobněji viz Anděl J.)
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 (Taylorův rozvoj)
Věrohodnostní rovnici vyjádříme takto:


[image: image1465.wmf];
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Dále platí (viz dříve): 
[image: image1466.wmf]);
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[image: image1467.wmf]);
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Dle centrální limitní věty je: 
[image: image1468.wmf]));
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 (viz dříve)
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 (ostatní členy zanedbáme)
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[image: image1471.wmf]);
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Např. odhad z příkladu xx má rozdělení: 
[image: image1472.wmf])
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Např. odhad z příkladu xx má rozdělení: 
[image: image1476.wmf])
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Podobné tvrzení platí, pokud odhadujeme více parametrů.
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V tom případě máme také více věrohodnostních rovnic: 
[image: image1481.wmf];
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Položme: 
[image: image1482.wmf];
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[image: image1484.wmf](
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Věrohodnostní rovnice lze vyjádřit ve tvaru: 
[image: image1485.wmf];

1

0

U

=

å

=

n

j

j


Analogicky platí: 
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[image: image1487.wmf]));
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Tvrzení:
Pokud existuje maximálně věrohodný odhad a je jediný, pak je funkcí kterékoli postačující statistiky. Sám však nemusí být postačující statistikou.

Pokud existuje eficientní odhad parametru, pak je tento odhad kořenem věrohodnostní rovnice.
Momentová metoda
Předpokládejme, že máme náhodný výběr 
[image: image1488.wmf]n
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 z třídy rozdělení, které závisí na neznámých parametrech 
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Předpokládejme, že existují konečné momenty: 
[image: image1490.wmf];
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vypočteme výběrové momenty: 
[image: image1491.wmf];
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Porovnáním výběrových a teoretických momentů pak získáme soustavu rovnic, z níž ty odhady parametrů vypočteme. Někdy je však nutno použít numerické metody.
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Pokud momenty existují konečné, platí: 
[image: image1493.wmf]k
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 (podle pravd., viz Chinčinova věta). Odhady pořízené momentovou metodou bývají většinou konzistentní, ale někdy jsou málo vydatné. Pokud rozdělení nemá konečné momenty (např. Cauchyho), nedá se momentová metoda vůbec použít.
Příklad:

Uvažujme náhodný výběr 
[image: image1494.wmf]n
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[image: image1497.wmf];
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Máme soustavu 2 rovnic o 2 neznámých: 
[image: image1498.wmf];
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Odtud dostaneme odhady: 
[image: image1499.wmf];
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[image: image1500.wmf];
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Odhad 
[image: image1501.wmf]m
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 je nestranný, ale odhad 
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), ale je asymptoticky nestranný. Odhady zde vycházejí stejně jako u metody maximální věrohodnosti.
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2) Anděl J.: Základy matematické statistiky (2005)
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4) Kahounová J.: Úvod do teorie odhadu (2009)
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